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Resumo
Durante a etapa de treinamento de uma rede neural é muito importante que os da-
dos utilizados sejam tratados de tal forma que a rede consiga identificar padrões para
diferenciá-los e conseguir classificá-los eficientemente. Muitos trabalhos foram reali-
zados por diversos autores na extração de características para uma ampla base de
dados. No presente trabalho, foram aplicadas duas técnicas para tratar características
em um banco de dados constituído de acordes musicais com o intuito de classificá-
los em acordes maiores ou menores. Uma das técnicas é conhecida como Local
Phase Quantization e a outra consiste em coletar as frequências associadas aos mai-
ores valores de amplitude. Utilizando uma rede neural, própria do Matlab-Mathworks,
realizou-se uma comparação entre as duas técnicas em seu treinamento. Afim de ob-
ter melhor performance, introduzimos do uso de clusters em uma estratégia híbrida
junto com as duas técnicas de extração de características na entrada da rede neural.
Os resultados demonstraram uma melhora significativa de desempenho.

Palavras chave: Técnicas de extração de Features, Inteligência Artificial, Classifica-
ção de Acordes.
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Abstract
During the training stage of a neural network, it is very important treat the data in
such a way that the network can identify patterns to differentiate them and perform
classification efficiently. Several authors have studied how to extract the features from
complex databases. In the present work, two techniques were applied to extract fea-
tures in a database made up of musical chords in order to classify them into major or
minor chords. One of the techniques is known as Local Phase Quantization. The other
one, is to collect the frequencies associated with the largest amplitude values. Using
a neural network, from Matlab-Mathworks, a comparison was made between the two
techniques in their training. In order to get better performance, we introduce the use of
clusters in a hybrid strategy together with the two feature extraction techniques at the
input of the neural network. The results demonstrated a significant improvement in the
neural network performance.

Keywords Feature extraction techniques, Artificial Intelligence, Chord Classification.
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1 INTRODUÇÃO

Nos tempos atuais, a tecnologia possui uma contribuição muito importante em di-
versas profissões. Um ramo muito versátil da tecnologia é o aprendizado de máquinas
que tem por finalidade criar programas que consigam ensinar um determinado sis-
tema a executar tarefas de maneira autônoma. Uma das áreas da ampredizagem de
máquina é o que conhecemos hoje como Deep Learning ou aprendizagem profunda
que tem por finalidade treinar um sistema para executar tarefas humanas. Por exem-
plo, na medicina a aprendizagem profunda pode auxiliar o profissional à tomada de
decisões na hora de diagnosticar um paciente, na indústria uma inteligência artificial
pode atuar para aprender a produzir a quantidade ótima de insumos otimizando o
processo de produção. Para entrarmos no escopo do presente trabalho, no ramo da
música, a inteligência artificial pode auxiliar um músico a aprender tocar uma música
de maneira prática e rápida em instrumentos melódicos como o violão, piano e guitarra
fornecendo os acordes que a constituem. O processo de identificação de acordes em
uma música chama-se cifragem. Recentemente, os autores (NETO, 2015) e (JESUS;
SOUZA, 2020) realizaram estudos frutíferos neste campo. O presente trabalho teve
por objetivo acrescentar alguma contribuição ao tema.

De acordo com (CAVALCANTI, 2000) a implementação de um sistema de reco-
nhecimento de padrões requer a solução de alguns problemas que são básicos como
as Extrações de Características ou Features. Muitos trabalhos estão sendo feitos
para resolver problemas para reconhecer padrões utilizando Redes Neurais e poucos
são os trabalhos que abordam problemas de extração e tratamento de features. Para
isso, existem várias técnicas para fazer o tratamento desses dados, como por exem-
plo o método Local Phase Quantization (LPQ) introduzido por (OJANSIVU; HEIKKILA,
2008) e utilizado por (KAPP et al., 2014) para tratar features de imagens. No presente
trabalho, duas técnicas de extração de características foram investigadas e aplicadas.
Os objetivos do trabalho seguem abaixo:

• Utilizar duas técnicas de extração de features com o intuito de treinar uma rede
neural, própria do matlab/mathworks, para classificar corretamente os acordes
em maior ou menor. Pretende-se, também, comparar estas duas técnicas de
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extração de features, uma relacionada a frequências associadas com as maiores
amplitudes e outra usando o LPQ. Estamos interessados em avaliar qual possui
melhor performance.

• Aplicar, de maneira adaptada, o método híbrido usado em (OLIVEIRA, 2019)
para tratar features de análise para aprovação de cartão de crédito para melho-
rar a performance da rede neural. O objetivo é adaptar a técnica e aplicar nos
vetores com as features obtidos pelas duas técnicas, LPQ e frequências.

O trabalho esta organizado em seis capítulos sendo o capítulo 1 destinado a intro-
dução. No capítulo 2, fazemos uma breve introdução a alguns fundamentos de teoria
musical e, no capítulo 3, uma breve exposição sobre sinais e filtros. No capítulo 4

uma breve análise sobre redes neurais é apresentada. No capítulo 5 resultados são
apresentados e , por fim, discussão e conclusões são apresentadas no capítulo 6.



2 FÍSICA DO SOM E TEORIA MUSICAL

Neste capítulo descrevemos alguns aspectos da física do som bem como alguns
fundamentos de teoria musical.

2.1 FÍSICA DO SOM

O som é uma onda que se propaga através da vibração das moléculas de um
determinado meio podendo este ser sólido, líquido ou gasoso. De acordo com (SIMO-
NATO; DIAS, 2011) essa vibração molecular causa uma variação de pressão muito
rápida que se propaga em um meio em certa direção e tempo. Em virtude da onda
sonora precisar de um meio para se propagar, dizemos que o som é uma onda mecâ-
nica. Usando lei de Hooke e mecânica de Newton, podemos descrever a propagação
da onda por meio de uma equação diferencial parcial unidimensional representada por

c2
∂2u

∂x2
=
∂2u

∂t2
(1)

De acordo com a equação (1) podemos dizer que u = u(x, t) é uma função que
varia no espaço unidimensional na direção x (adotada arbitrariamente) e no tempo.
A grandeza física em questão, como dito no parágrafo anterior, é a pressão causada
pela vibração molecular do meio devido a pertubação causada pela onda que se pro-
paga em determinado espaço em um tempo t. Logo a variável u na equação (1) é
esta pressão. A constante c indica a velocidade de propagação dessa onda a qual
depende do local em que ocorre. No ar por exemplo, essa velocidade de propagação
é aproximadamente 340m/s. Utilizando separação de variáveis, temos que a solução
da equação da onda pode ser escrita como u(x, t) = h(x)g(t). No contexto de teo-
ria musical, um acorde musical é dado pela componente temporal g(t) que pode ser
descrita pela função abaixo

acorde(t) =
∞∑
j=0

Aj cos 2πfjt, (2)

em que Aj são as amplitudes da onda e j são os índices correspondentes. Temos que



15

fj são as frequências de vibração de uma onda. Observe que neste contexto, temos
g(t) = acorde(t). Vamos supor que para determinado índice j∗ tenhamos a amplitude
igual a 1 e uma frequência de 440Hz e as demais nulas. Portanto, teremos a seguinte
função

acorde(t) = cos 2π440t, (3)

cujo gráfico é mostrado na Figura 1.

Figura 1: Gráfico da função 3

Fonte: O autor

Esta frequência é a correspondente da nota Lá, chamada de tom puro. Veremos
adiante o significado de "tom puro". É importante sanar que uma nota é uma frequên-
cia simples e um acorde é uma frequência composta por várias frequências simples
formada pela superposição de ondas propagadas em um tempo t. Uma vez que,
de acordo com a função dada por (2) podemos ter uma solução com ondas super-
postas. Suponha as seguintes frequências 440.00Hz, 523.24Hz e 659.20Hz. Neste
caso, a expressão (4) representa uma superposição de três ondas com as respectivas
frequências superpostas e propagadas ao mesmo tempo. O gráfico da expressão (4)
é mostrado na Figura 2. Observe que, diferentemente da Figura 1, temos mais de uma
onda em virtude do princípio da superposição.
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acorde(t) = cos (2.π.440.00.t) + cos (2.π.523.24.t) + cos (2.π.659.20.t). (4)

Figura 2: Gráfico da função 2.6

Fonte: O autor

O som representado pela figura acima pode ter qualidades que podem ser dis-
tinguidas através dos nossos sentidos, como discutido em (NUSSENZVEIG, 2018).
Essas qualidades são:

• Intensidade - Está relacionada com a amplitude da onda sonora. Medida do
ponto de repouso da onda, até o seu ponto mais alto que o chamamos de crista.

• Altura - Correspondente a sons com frequências mais altas, sons agudos, como
também sons com frequências mais baixas, sons graves.

• Timbre - Considere duas fontes sonoras independentes que emitem sons na
mesma frequência. O timbre é a característica que permite-nos distinguir os
sons. Veremos adiante que essa é a característica que permite distinguir um
violão de uma guitarra por exemplo.
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2.2 TEORIA MUSICAL

Na presente seção falaremos sobre teoria musical, com isso conseguiremos fazer
a associação da matemática abordada e a música.

Quando falamos em música estamos nos referindo à uma reunião e combinação de
sons, dispostos e ordenados em diversos padrões sendo constituído pelos elementos
abaixo:

• Melodia - Onde o sentido musical é transmitido através de notas e pausas a
quem se ouve durante o decurso do tempo. Chamamos de concepção horizontal
da música.

• Harmonia - De acordo com (URTADO, 2009) harmonia é a combinação simultâ-
nea dos sons às quais preenchem a Música, encorpando e reforçando o sentido
musical. Chamamos de concepção vertical da música.

• Ritmo - É tudo que está ligado a dimensão temporal da música. É como a
harmonia e a melodia se dividem no decurso do tempo.

• Contraponto - É definido como o conjunto de melodias dispostas em ordem
simultânea. A concepção musical é tanto horizontal como vertical.

2.2.1 Notas musicais

Durante a Idade Média a música foi reconhecida com bastante importância entre
clérigos daquela época. Em virtude disso, de acordo com (SOUSA, 2012), houve a
necessidade de organizar o sistema de notação musical que é reconhecido até os dias
de hoje. Isso foi feito por um monge beneditino francês chamado Guido de Arezzo,
nascido no final do século X. Através da percepção que criar uma escala musical
simplificada poderia facilitar a compreensão dos alunos ao aprender música, a escala
foi criada em função do hino cantado em louvor a São João Batista utilizando versos
de estrofes em que as iniciais correspondiam a algumas das notas hoje conhecidas.
Dentre elas temos o ut, ré, mi, fá, sol,lá e o si (como uma exceção obtido da junção
das iniciais de um dos versos do hino "Sancte Iohannes"). Já o dó que substituiu o ut,
foi somente adotado no século XVII, através de uma revisão do sistema concebido.

Ao passar dos anos, também foram adotados símbolos para identificar essas no-
tas e que fisicamente delimitavam certas alturas do som, medida da frequência de
vibração molecular de um meio em virtude da pertubação causada pela onda sonora.
Na música existem as sete notas fundamentais como citadas no parágrafo anterior:
Dó, Ré, Mi, Fá, Sol, Lá, Si. Cada uma dessas notas possuem uma respectiva cifra
musical como representado na Tabela. 1.
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Notas musicais e suas cifras
Dó Maior Ré Maior Mi Maior Fá Maior Sol Maior Lá Maior Si Maior

C D E F G A B

Tabela 1: Notas e suas cifras

Vamos à algumas definições de acordo com (JESUS; SOUZA, 2020):

• Distância - Existem duas formas de medir a distância entre dois sons:

– Fisicamente - Podemos medir a frequência de uma nota x e de uma nota
y. Assim a distância física seria a diferença entre essas frequências.

– Musicalmente - A distância entre dois sons é definida através da nossa
sensação. Dados um som característico de uma nota x e de uma nota y,
a distância musical seria a diferença entre a percepção desses sons. A
grandeza que mede esta distância é chamada de Tom.

• Semitom - Um semitom é a menor distância entre dois sons.

• Tom - É a soma de dois semitons.

• Acidentes - São alterações nas quais modificam as alturas das notas. Podemos
ter os seguintes acidentes:

– Sustenido - Indicado pelo símbolo #. Tem a função de elevar a nota em
um semitom.

– Bemol - Indicado pelo símbolo b. Tem a função de abaixar a nota em um
semitom.

Na Tabela 2 temos todas as notas com seus acidentes. Distribuídas de tal forma
que completam um intervalo de 12 semitons no qual chamamos de uma oitava.

Notas musicais e seus acidentes
C Db/C# D Eb/D# E F Gb/F# G Ab/G# A Bb/A# B C

Tabela 2: Notas e seus acidentes

É importante notar na Tabela 2 que cada nota é um som e portanto a distância
entre duas colunas consecutivas é considerada a menor distância na teoria da mú-
sica ocidental entre dois sons. Portanto o intervalo entre essas colunas podem ser
chamados de semitom. Logo o intervalo, por exemplo entre C e Db/C# é 0.5 tom ou
1 semitom. Veja que uma oitava possui 12 semitons. Observe também na Tabela 2
que entre as notas que possuem acidentes musicais, temos o acidente bemol ou o
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acidente sustenido. A diferença dos dois está no sentido adotado na escala musical.
Se estivermos no sentido esquerdo-direito (progredindo na escala) consideraremos
os sustenidos, uma vez que estamos elevando às notas semitons e portanto podemos
denotar estes semitons de acréscimos utilizando um sinal positivo. Por outro lado, se
considerarmos o sentido direito-esquerdo (regredindo na escala), vamos adotar os be-
móis, uma vez que estamos abaixando às notas semitons e portanto podemos denotar
estes semitons de decréscimos utilizando um sinal negativo. De acordo com (JESUS;
SOUZA, 2020) o efeito do mesmo som possuir duas representações é chamado de
enarmonia.

Uma vez definidos os tons e semitons, como no parágrafo anterior. Podemos com-
preender o que chamamos de intervalos musicais nos quais são cinco: M - maior, m -
menor, J - justa, A - aumentada, D - diminuta.

Na Figura 3 está representado um piano. As teclas brancas do piano indicam
as notas e as teclas pretas os acidentes musicais (sustenido ou bemol) referentes
àquelas notas. Observe também que temos 4 oitavas em relação a nota C e valores
para cada nota definidos somente com o intuito de facilitar a identificação. Assim
ficará mais fácil analisar os tons e semitons, ajudando assim, classificar os intervalos
musicais que abordaremos no próximo parágrafo.

Figura 3: Piano

Fonte: Baseado em (JESUS; SOUZA, 2020)

De acordo com (Faria, Nelson, 2017), podemos classificar os intervalos musicais
de dois modos, tanto quantitativamente como qualitativamente. A classificação quan-
titativa se dá pela contagem de semitons que constituem um determinado intervalo
musical. Suponha que no piano da Figura 3 pressionamos a nota C, representada
pelo número 7.0. Se pressionarmos em seguida a nota G representada pelo número
10.5, teremos as seguintes notas envolvidas representadas como elementos do inter-
valo 5

IntervaloCG = [C,D,E, F,G] (5)

A quantidade de elementos no conjunto 5 são cinco, portanto dizemos que a quinta
de C é G. Observe agora os conjuntos 6 e 7
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IntervaloCD = [C,C#/Db,D] (6)

IntervaloEF = [E,F ] (7)

Note que a diferença entre os dois conjuntos é que o conjunto 6 possui duas notas
C e D com acidente musical C#/Db. Por outro lado no conjunto 7 também temos duas
notas E e F que não possuem acidente musical. Para ficar mais claro vamos substituir
os conjuntos 6 e 7 respectivamente (utilizando a notação numérica da Figura 3), por 8
e 9. Assim vamos classificar o intervalo musical baseado na quantidade de semitons
presentes nos respectivos conjuntos.

IntervaloCD = [7.0, 7.5, 8.0] (8)

IntervaloEF = [9.0, 9.5] (9)

Cada variação numérica nos conjuntos acima, representa um semitom. Logo no pri-
meiro caso nós temos a presença de 2 semitons (7.5 − 7.0 = 0.5, 8.0 − 7.5 = 0.5) e
no segundo caso temos a presença de 1 semitom (9.5 − 9.0 = 0.5), mas repare que
temos duas notas envolvidas nos dois casos que são respectivamente C e D, E e F.
Baseado nisso, podemos dizer que em relação a nota C, a sua segunda que é D é
denominada segunda maior pelo fato do intervalo ser constituído por 2 semitons. Em
relação a nota E representada por 9, a sua segunda que é F é denominada segunda
menor, em virtude do intervalo possuir apenas 1 semitom.

Suponha agora que pressionamos a nota G indicada na Figura 3 pelo número
10.5 e em seguida a nota D indicada na Figura 3 pelo número 14.0. O conjunto que
representa esse intervalo é mostrado logo abaixo:

IntervaloGD = [G,A,B,C,D] (10)

Então podemos dizer que a quinta de G é D, pois o conjunto contém cinco elementos.
Vamos agora, além das notas, incluir no conjunto os acidentes musicais.

IntervaloGD = [G,G#/Ab,A,A#/Bb,B,C,C#/Db,D] (11)

Para facilitar mais, vamos representar os elementos do conjunto 11 pelos números
representados através da Figura 3. Portanto 11 será o conjunto dado por 12.

IntervaloGD = [10.5, 11.0, 11.5, 12.0, 12.5, 13.0, 13.5, 14.0] (12)
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Vamos abaixar 1 semitom no extremo direito do conjunto 12. Observando o con-
junto 11. A nova nota será Db e assim teremos o intervalo representado por 13.

IntervaloGDb = [10.5, 11.0, 11.5, 12.0, 12.5, 13.0, 13.5] (13)

Veja que diminuímos o conjunto 12 e ficamos com o conjunto 13. Dizemos que
Db é a quinta D-diminuta de G. Logo a quinta diminuta é um intervalo que possui 6
semitons contados a partir de uma determinada nota musical.

Considerando novamente o conjunto 12, vamos supor que aumentamos um semi-
tom no extremo direito deste conjunto. Portanto será o conjunto 14.

IntervaloGD = [10.5, 11.0, 11.5, 12.0, 12.5, 13.0, 13.5, 14.0, 14.5] (14)

Logo, veja que temos 8 semitons neste conjunto e que, portanto temos uma quinta
A - aumentada. Logo a quinta aumentada é um intervalo que possui 8 semitons
contados a partir de uma determinada nota musical.

Finalmente, observe que partindo da nota G representada pelo número 4.5 conta-
mos até D representada pelo número 14.0 e assim temos a quinta J-justa, uma vez
que temos exatamente cinco notas que constitui o intervalo. Uma característica sonora
dessas notas é que pressionadas juntas elas tem um som quase indistinguível.

Na próxima seção estudaremos a formação de acordes. Para isso, é muito impor-
tante saber, de acordo com (FARIA, 1999) a classificação dos intervalos partindo de
uma determinada nota (tônica) para classificar um acorde. Em virtude disso a Tabela
3 mostra quantos semitons existem nos intervalos mais comuns que constituem acor-
des servindo como consulta para suas respectivas classificações. Na Tabela 3 temos
um exemplo onde a partir de uma determinada nota, identificamos seus intervalos.
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Intervalos Harmônicos
Intervalo Símbolo Semitons Tons

Segunda menor 2ªm 1 1/2
Segunda maior 2ªM 2 1
Terceira menor 3ªm 3 1 + 1/2
Terceira maior 3ªM 4 2
Quarta justa 4ªJ 5 2 + 1/2

Quarta aumentada 4ªA 6 3
Quinta diminuta 5ªD 6 3

Quinta justa 5ªJ 7 3 + 1/2
Quinta aumentada 5ªA 8 4

Sexta menor 6ªm 8 4
Sexta maior 6ªM 9 4 + 1/2

Sétima menor 7ªm 10 5
Sétima maior 7ºM 11 5 + 1/2

Oitava 8ª 12 6

Tabela 3: Intervalos Harmônicos

Perceba que o intervalo Quinta aumentada possui a mesma quantidade de semi-
tons que o intervalo da Sexta menor, como também o intervalo Quarta aumentada pos-
sui a mesma quantidade de semitons que o Quinta diminuta. São intervalos enarmô-
nicos e só utilizaremos o Quinta diminuta e o Quinta aumentada no nosso exemplo.
Exemplo 1: Dadas as notas B, A e D identificar todos intervalos da Tabela 3.

Identificação de intervalos harmônicos partindo das notas dadas
Tônica 2ªm 2ªM 3ªm 3ªM 4ªJ 5ªD 5ªJ 5ªA 6ªM 7ªM

B C C# D D# E F F# G G# A
A A# B C C# D D# E F F# G#

D D# E F G G# A A# B C C#

Tabela 4: Intervalos Harmônicos

2.2.2 Acordes

Um acorde é formada pela superposição de duas ou mais notas. Podemos ter dois
tipos de acordes: Tríades e Tétrades.

2.2.2.1 Tríades

De acordo com (FARIA, 1999) uma tríade é formada pela superposição de duas
terças no qual forma um acorde com três sons: Uma nota fundamental (tônica) e
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as duas terças sobrepostas nesta. Eles são muito comuns em estilos como o Punk,
Grunge, Pop rock.

Os acordes tríades podem ser: Maior, Menor,Aumentado ou Diminuto. Veremos
abaixo a classificação de acordes tríades com mais detalhes na tabela 5. É importante
sanar que acordes serão representados por letras maiúsculas em negrito, por exemplo
o acorde de C, por outro lado, notas serão representadas por letras maiúsculas sem
negrito, por exemplo nota de C e o nome do acorde é dado pela nota que representa
a tônica (T).

Acordes Tríades
Nome do Acorde Estrutura

Acorde Maior T + 3ªM + 5ªJ
Acorde Menor T + 3ªm + 5ªJ

Acorde Diminuto T + 3ªm + 5ªD
Acorde Aumentado T + 3ªM + 5ªA

Acorde Suspenso (ou com quarta) T + 3ªM + 5ªA

Tabela 5: Acordes Tríades

2.2.2.2 Tétrades

De acordo (JESUS; SOUZA, 2020) os acordes tétrades são mais encorpados e
brilhantes. São bastante aplicados na Bossa Nova, Jazz, Blues, Rock progressivo. É
formado pela superposição de três terças, formando um acorde de quatro sons: uma
nota fundamental (tônica) e três terças sobrepostas sobre a mesma.(FARIA, 1999).

Os acordes tétrades podem ser: Acorde Maior com Sétima Maior ,Acorde Maior
com Sétima Menor ,Acorde Menor com Sétima Menor ,Acorde Meio Diminuto
,Acorde Suspenso com Sétima Menor ,Acorde Maior com Sexta Maior ,Acorde
Menor com Sexta Maior ,Acorde Aumentado Tétrade . Veremos abaixo a classi-
ficação de acordes tétrades com mais detalhes. É importante sanar novamente que
acordes serão representados por letras maiúsculas em negrito, por exemplo o acorde
de C, por outro lado, notas serão representadas por letras maiúsculas sem negrito, por
exemplo nota de C e o nome do acorde é dado pela nota que representa a tônica (T).
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Acordes Tétradees
Nome do Acorde Estrutura

Acorde Maior com Sétima Maior T + 3ªM + 5ªJ + 7ªM
Acorde Maior com Sétima Menor T + 3ªM + 5ªJ + 7ªm
Acorde Menor com Sétima Menor T + 3ªm + 5ªJ + 7ªm

Acorde Meio Diminuto T + 3ªm + 5ªD + 7ªm
Acorde Suspenso com Sétima Menor T + 4ªJ + 5ªJ + 7ªm

Acorde Maior com Sexta Maior T + 3ªM + 5ªJ + 6ªM
Acorde Menor com Sexta Maior T + 3ªm + 5ªJ + 6ªM

Acorde Aumentado Tétrade T + 3ªM + 5ªA + 7ªM

Tabela 6: Acordes Tétrades

Suponha agora que queiramos formar o acorde tríade de Lá Maior (A). Veja que os
acordes maiores de acordo com a Tabela 5 são formados pela: Tônica (T), Terça Maior
(3ªM) e Quinta Justa (5ªJ). Observe que como se trata do acorde Lá Maior(A) temos a
Tônica sendo a nota Lá. A Terça Maior 3ªM, de acordo com a Tabela 3, é formada por
4 semitons acima da nota lá, portanto teremos a nota dó elevada meio tom acima, ou
seja, C# e a Quinta Justa que de acordo com a Tabela 3 são 7 semitons acima de lá,
ou seja, E. Portanto para conseguirmos tocar o acorde de A em qualquer instrumento
basta identificarmos as notas A, C#,E e tocá-las juntas. Seguindo a mesma linha
de raciocínio, vamos identificar os acordes de A de acordo com a classificação das
Tabelas 5 e 6.

• Lá Maior -> T + 3ªM + 5ªJ -> A + C# + E

• Lá Menor -> T + 3ªm + 5ªJ -> A + C + E

• Lá Diminuto -> T + 3ªm + 5ªD -> A + C + D#

• Lá Aumentado -> T + 3ªM + 5ªA -> A + C# + F

• Lá maior com Sétima Maior -> T + 3ªM + 5ªJ + 7ªM -> A + C# + E + G#

• Lá Maior com Sétima Menor -> T + 3ªM + 5ªJ + 7ªm -> A + C# + E + G

• Lá Menor com Sétima Menor -> T + 3ªm + 5ªJ + 7ªm -> A + C + E + G

• Lá Meio Diminuto -> T + 3ªm + 5ªD + 7ªm -> A + C + D# + G

• Lá Suspenso com Sétima Menor -> T + 4ªJ + 5ªJ + 7ªm -> A + D + E + G

• Lá Maior com Sexta Maior -> T + 3ªM + 5ªJ + 6ªM -> A + C# + E + F#

• Lá Menor com Sexta Maior -> T + 3ªm + 5J -> A + C + E + F#
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• Lá Aumentado Tétrade -> T + 3ªM + 5ªA + 7ªM -> A + C# + F + G#

2.2.2.3 Inversão de Acordes

A primeira nota, como já sabemos, é a nota tônica, veremos mais adiante que
sempre a tônica é a nota mais grave, fisicamente isso significa que a frequência desta
nota é a mais baixa do acorde em questão. Sabemos que o acorde de C é formado
pelas notas C, E, G. Quando falamos em inversão do acorde é fazer com que outra
nota que constitui o acorde em questão (E ou G) seja a nota mais grave. As inversões
costumam ser de três tipos de acordo com (CLUB, 2021):

• 1ª Inversão: terça no baixo: Nesta inversão a terça do acorde que aparece
como nota mais grave. Por exemplo: A/C#, A7/C#.

• 2ª Inversão: quinta no baixo: Nesta inversão a quinta do acorde que aparece
como nota mais grave. Por exemplo: G/D, G7M/D.

• 3ª Inversão: sétima no baixo: Nesta inversão a sétima do acorde que aparece
como nota mais grave. Por exemplo: D/C#, D/C.

Com base nas definições fornecidas na presente seção e também em algumas
classificações que fizemos, é importante notar que para classificarmos um acorde
precisamos somente de duas informações: A tônica e seu intervalo em relação as
demais notas. Então observe a figura 4.

Figura 4: Acorde de Lá Maior

Fonte: O autor

Note que temos três notas, portanto se trata de um acorde tríade. Observe também
que como a tônica é Lá, temos que só descobrir a relação desta com as demais notas
C# e E. Veja que entre A e C# temos 4 semitons, entre A e E temos 7 semitons.
Analisando a Tabela 3 de intervalos harmônicos vemos que C# é a terça maior de A,
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como também vemos que E é a quinta justa de A. Portanto, pela Tabela 5 temos um
acorde Maior, como a tônica é Lá. Classificamos o acorde sendo o Lá Maior.

Observe que dado notas conseguimos classificar acordes baseado nas tabelas 3 e
5. Veja que cada nota corresponde a uma frequência de vibração específica. Sendo a
tônica a nota principal (nota mais grave), servirá de base para relacionarmos com as
outras frequências detectadas e que por fim classificaremos o acorde. Mas, por outro
lado, quando a música é transmitida para o computador, o sinal vem em termos de
amplitude e tempo. Teríamos que ter um sinal em termos de amplitude e frequência.
Para isso vamos entender como conseguiremos fazer isso utilizando Transformada
de Fourier. Uma vez identificada as amplitudes e frequências em um certo tempo.
Identificaremos as notas que são correspondentes a estas frequências e as relações
entre elas partindo da nota de frequência mais baixa (tônica). As relações entre estas
frequências, pode ser obtidas através da Equação da escala temperada.

2.3 EQUAÇÃO DA ESCALA TEMPERADA

A equação da Escala Temperada foi uma reformulação de uma das descobertas
de Pitágoras que de acordo com (PIRES, 2008) sua teoria de números o levou a fa-
zer experimentos com notas musicais utilizando um monocórdio, instrumento musical
composto por uma única corda. Em virtude disso, descobriu-se que cordas ao vi-
brarem emitiam sons em função dos seus comprimentos. Assim foram estabelecidas
relações fracionárias para essas vibrações que permitiam gerar notas dando origem
a Escala Pitagórica. Então por exemplo, uma corda com comprimento l, ao vibrar,
produz uma nota Ni, sendo i um número natural qualquer, com frequência f0. Se
pressionarmos a metade desta corda, ou seja em l

2
ao vibrá-la, teremos uma nota à

oitava acima ou seja, Ni+1. Fisicamente Ni+1 possui o dobro da frequência de Ni que
seria 2f0. Portanto o estudo de Pitágoras, de acordo com (JESUS; SOUZA, 2020),
contribuiu para a descoberta das 12 notas musicais e para cada uma delas existe uma
fração da corda que a produz.

Ao decorrer do tempo o uso da escala pitagórica se tornava muito restrito, pois
não favorecia certos procedimentos como a troca da tonalidade das músicas, uma vez
que os intervalos entre as notas variavam de acordo com o tom escolhido, produzindo
um efeito de desafinação. Em virtude disso a solução foi adotar um sistema com
doze semitons igualmente distribuídos pela oitava. Chamamos essa escala de Escala
Temperada. Partindo das 12 notas musicais que foram apresentadas no capítulo
anterior, conseguimos estabelecer uma relação entre as notas e suas frequências,
de modo que o espaço entre cada uma delas é igual a 1 semitom. Observe a figura
abaixo:
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Figura 5: Notas e Frequências

Fonte: O autor

Note que na Figura temos os números das notas dispostos de 0 a 10. Logo,
por exemplo, entre C3 que possui uma frequência de 130.81Hz e C4 que possui uma
frequência de 261.62Hz a frequência praticamente dobra de C3 para C4. Portanto di-
zemos que subimos uma oitava em C. Podemos assim, estabelecer relações entre
as frequências das notas e as notas. Note também que se contarmos a quantidade
de semitons de C3 a C4 teremos exatamente 12 semitons (uma oitava) como visto na
Tabela 3.

Vamos analisar as notas que constituem a escala de C3 até C4 e suas respectivas
frequências de acordo com a tabela abaixo:

Distribuição de frequências
C3 C#3 D3 D#3 E3 F3 F#3 G3 G#3 A3 A#3 B3 C4

f0 f1 f2 f3 f4 f5 f6 f7 f8 f9 f10 f11 f12

Tabela 7: Distribuição de Frequências na escala de C3 a C4

O espaçamento entre as notas (semitons) podem ser modelados matematicamente
utilizando progressões. Observe que sempre as frequências dobram quando comple-
tam 12 semitons, pela Tabela 7 f12 = 2f0. Então tentaremos utilizar uma progressão
geométrica pelo fato da frequência dobrar.

fn = f0 ∗ qn (15)

Em que n, neste caso é a quantidade de semitons que separam duas notas, q é a
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razão da progressão, fn e f0 é a frequência que determinadas notas possuem. O que
precisamos descobrir é a razão q para conseguirmos usar a equação 15. Lembre que
as frequências sempre dobram quando se atinge 1 oitava. Logo para n = 12 temos
que fn = 2f0. Substituindo essas relações em 15, temos que:

q =
12
√

2 (16)

Substituindo 16 em 15. Teremos a equação 17

fn = f0(
12
√

2)n (17)

Vamos supor que pressionamos a nota G1 que de acordo com a Figura 5 possui
uma frequência de 49.000Hz. Em seguida queremos saber qual a frequência da nota
que corresponde a 3 semitons acima de G1. Como são 3 semitons teremos n = 3 e
a frequência da nota G1 é 49.000Hz logo f0 = 49.000Hz. Portanto, substituindo em 17
resulta que f3 é dada por 18.

f3 = 58.271Hz (18)

Analisando novamente a Figura 5 a frequência f3 é aproximadamente 58.275Hz,
ou seja temos a nota A#1, que de fato são 3 semitons acima da nota G1. Portanto é
importante lembrar que de acordo com a Tabela 3, como temos 3 semitons o A#1 é a
Terça menor de G1.

Com base no exemplo acima, vamos tentar utilizar a equação 17 para identificar
qual é o acorde uma vez fornecidas as frequências. Sabemos, pelo capítulo anterior
que um acorde é uma junção de notas e essas notas, fisicamente, são interpretadas
como uma onda individual que vibra em determinada frequência. Portanto a nota A#1

é uma onda que vibra com uma frequência de aproximadamente 58.271Hz. Logo é
fácil concluir que um acorde são ondas superpostas em um determinado tempo. Atra-
vés deste raciocínio faremos um exemplo logo abaixo relacionado a um dos trabalhos
que o algoritmo proposto irá executar.

Dadas as seguintes frequências em um determinado tempo t de uma música qual-
quer, identificar o acorde.

130.81Hz −−164.80Hz −−196.00Hz

Repare que temos três frequências, portanto é um acorde formado por três notas.
Logo se trata de um tríade. A frequência mais baixa que nós chamamos de tônica é
130.81Hz. Precisamos descobrir qual a relação, número de semitons, dessa frequên-
cia com as outras. Utilizando a equação 17 precisamos agora isolar o n, uma vez que
queremos descobrir a quantidade de semitons que existem entre duas frequências
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fornecidas. Portanto temos a seguinte equação:

n =
12

ln 2
(ln fn − ln f0) (19)

Substituindo em 19 o valor de f0 que é 130.81Hz, frequência mais baixa (tônica),
queremos saber quantos semitons existem até a nota com a frequência de 164.80Hz

que seria no caso fn. Substituindo esses valores temos que:

n ' 4

Portanto da nota com frequência de 130.81Hz até a nota com frequência de
164.80Hz temos 4 semitons. Por outro lado, podemos descobrir quantos semitons
existem da nota com frequência de 130.81Hz até a nota com frequência de 196.00Hz.
Substituindo estes valores em 19:

n =
12

ln 2
(ln(196.00)− ln(130.81)

n ' 7

temos 7 semitons entre a menor frequência e a maior frequência dada.
De acordo com a Tabela 3 temos um intervalo de Terça Maior, entre 130.81Hz e

164.80Hz pois temos 4 semitons e um intervalo de Quinta Justa, entre 130.81Hz e
196.00Hz, pois temos 7 semitons. Portanto, de acordo com a Tabela 5 temos um
acorde maior. Basta identificarmos agora, a nota correspondente a frequência mais
baixa que é 130.81Hz na Figura 5 e classificarmos o acorde. Logo como 130.81Hz

corresponde a nota C3 teremos portanto o acorde de C - dó maior.
Veja que uma vez identificadas as frequências em um determinado tempo de uma

música, conseguimos classificar os acordes utilizando a Equação da Escala Tem-
perada. Todavia, quando transcrevemos uma música para dispositivos digitais a in-
formação é carregada em termos de tempo e amplitude. Portanto, necessitamos de
algo além disso. O que queremos é saber quais as frequências envolvidas em de-
terminado tempo da música. Para isso, vamos utilizar uma ferramenta matemática
chamada Transformada discreta de Fourier . Assim, quando temos um sinal em
um determinado tempo e aplicamos a transformada de Fourier neste sinal, teremos as
frequências que formam a música naquele determinado tempo. Para fazer isso, temos
que entender algumas noções sobre processamento digital de sinais uma vez que a
música ao ser importada para o computador ela é transformada em um sinal digital.
Veremos mais sobre este tópico no próximo capítulo.



3 TÓPICOS SOBRE PROCESSAMENTO DE SINAIS

Neste capítulo, alguns conceitos relacionados ao processamento digital de sinais
serão expostos e, com isso, conseguiremos entender os fundamentos do algoritmo
proposto. Não pretendemos expor detalhadamente a teoria de sinais digitais, para
maiores detalhes sobre a teoria consulte (LATHI, 2007) e (OPPENHEIM; WILLSKY,
2010).

3.1 PROCESSAMENTO DE SINAIS

O sinal de áudio, quando processado em um sistema digital é codificado como um
vetor de amostras, segundo http : //wiki.inf.ufpr.br/maziero/doku.php?id = prog2 :

processamentodeaudio , onde cada amostra corresponde à amplitude do sinal sonoro
em um instante de tempo.

Suponha o fragmento do sinal de uma música mostrado na Figura 6 com um com-
primento de 45 segundos.

Figura 6: Fragmento de Áudio 45 segundos

Fonte: O autor

Para fixarmos a ideia de amostragem, vamos diminuir o tamanho do fragmento de
música para 3 segundos e observá-lo Figura 7



31

Figura 7: Fragmento de Áudio 3 segundos

Fonte: O autor

Note que a na figura acima já conseguimos perceber certa discretização do sinal.
Então, diminuindo o mesmo fragmento para um tamanho de 200 milissegundos temos
o sinal da Figura 8.

Figura 8: Fragmento de Áudio 200 milissegundos

Fonte: O autor

Finalmente, diminuindo o mesmo fragmento para um tamanho de 1 milissegundo,
veremos claramente o sinal discretizado em amostras representadas pelos pontos
claros.

Figura 9: Fragmento de Áudio 1 milissegundo

Fonte: O autor

Observe na Figura 6 que o sinal em questão parecia ser algo contínuo. Em con-
trapartida, a Figura 9 mostra que na verdade temos pontos distribuídos durante a
"assinatura do sinal"de tal forma que para nossos sentidos este sinal pareça ser con-
tínuo ao escutá-lo. Tudo isso é justificado pelo número de vezes em que se realiza a
amostragem em uma unidade de tempo, ou seja, pela taxa de amostragem que ge-
ralmente é medida em Hertz. Um CD, por exemplo possui uma taxa de amostragem de
áudio no valor de 44100Hz isso quer dizer que a cada segundo de som são tomadas
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44100 medidas de variação de voltagem do sinal. Logo, quanto maior for essa taxa
de amostragem, o sinal digital se aproxima de um sinal real (contínuo) e, portanto,
conseguimos ouvir os sinais de áudio em sistemas digitais de forma contínua (sem
pausas).

As frequências das combinações de notas musicais não são harmonicamente re-
lacionadas e, portanto, utilizaremos a Transformada de Fourier para representar si-
nais tanto periódicos, com frequências harmonicamente relacionadas, quanto aperió-
dicos com frequências que não estão harmonicamente relacionadas. Como essas
funções aperiódicas, possuem frequências infinitesimalmente próximas segundo (OP-
PENHEIM; WILLSKY, 2010), é possível representar um sinal aperiódico por um sinal
periódico de período T →∞. Para ambos casos, usaremos a transformada de Fourier
que é definida por

x(ω) =

∫ ∞
−∞

x(t)e−jωtdt, (20)

e sua inversa é dada por

x(t) =
1

2π

∫ ∞
−∞

x(ω)ejωtdω, (21)

onde x(ω) é a transformada de Fourier em Tempo Contínuo e j representa a unidade
imaginária.

É em virtude da discretização do sinal que utilizaremos, com o intuito de descobrir
as frequências, a Transformada de Fourier em Tempo Discreto. Um sinal armazenado
em um sistema digital é amostrado em termos de vários pontos como mostrado na
Figura 9. Matematicamente, podemos representar essa discretização de um sinal x
em termos de uma sequência finita de valores, x[0], x[1], ..., x[L−1], desde que existam
L amostras de sinais no tempo. É em virtude disso, portanto, que nós não precisamos
de um número infinito de frequências para representar o sinal adequadamente. Um
número necessário de frequências seria da ordem de N ≈ 2L. (FESSLER, 2011)

Como mostrado na Figura 9, os sinais que trataremos, foram discretizados por um
sistema digital utilizando uma certa taxa de amostragem que é dada por ts = 1

Fs
, onde

Fs é a taxa de amostragem ou frequência de amostragem. Para ser amostrado, o sinal
x(t) é multiplicado por impulsos (deltas de Dirac) de período igual a ts, ou seja:

x[n] = x(t).
∞∑

n=−∞

δ(t− nts) (22)

Para exemplificar, seja um sinal descrito por x(t) = sin(2πt). Observe que como
T = 2π

ω0
, temos que ω0 = 2π se T = 1s. Suponha que queremos discretizar esta função

em uma frequência de amostragem de 20Hz. Neste caso, no intervalo de 1 segundo
temos 20 amostras (x0, x1, x2...x19).
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Figura 10: Sinal x[t] e Sinal x[n]

Fonte: O autor

Perceba que na Figura 10 as linhas verticais pretas representam a discretização
do sinal. Por fim, eliminando a linha verde, teremos a Figura 11 que mostra o sinal
discretizado.

Figura 11: Sinal x[n]

Fonte: O autor

Pelo Teorema de Nyquist, que pode ser encontrado em (OPPENHEIM; WILLSKY,
2010) e (LATHI, 2007), a frequência de Amostragem deve obedecer uma relação com
a frequência máxima do sinal a ser amostrado que denotaremos por FM . Logo:

Fs = 2FM . (23)

Um arquivo de áudio com qualidade de um MP3, possui uma frequência máxima de
20050Hz. Pelo Teorema de Nyquist a frequência de amostragem deve ser no mínimo
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igual a 40100Hz. Como essa frequência é alta, isso poderia exigir uma grande ca-
pacidade de armazenamento. Para contornar essa situação, vamos analisar o áudio
criando intervalos de 1 em 1 segundo de música. E assim, amostraremos o áudio em
uma frequência de 44100 amostras por segundo. Uma vez tendo o sinal discretizado,
aplicaremos a transformada rápida de Fourier, disponível em uma das bibliotecas da
linguagem de programação python. Assim, o resultado vai permitir obtermos os impul-
sos associados as frequências que constituem o sinal estudado.

3.2 FILTROS

Segundo (LATHI, 2007) uma das necessidades da aplicação de filtros é na separa-
ção de um sinal contendo informações de frequências que são indesejáveis, ruídos e
produtos de distorção. Neste trabalho abordaremos os filtros digitais do tipo resposta
ao impulso com duração finita, mais precisamente, vamos abordar sobre os filtros
passa baixas ideais e por conseguinte; métodos de janelamento. Também falaremos
sobre os filtros de medianas que foram utilizados no presente trabalho para separar
os instrumentos percussivos dos harmônicos em um dado sinal. Os filtros lineares
aplicam uma operação matemática linear a um determinado sinal de entrada. São
muito utilizados para retirar ou selecionar frequências não desejadas ou desejadas,
respectivamente, desses sinais. Os filtros lineares podem se dividir nas seguintes
classes:

• Resposta de impulso infinita (IIR) Quando a resposta ao impulso possui uma
duração infinita. Devido ao número infinito de termos envolvidos, o uso desses
tipos de filtro, em determinadas aplicações, pode ocasionar alguma dificuldade
computacional;

• Resposta de impulso finita (FIR) A resposta ao impulso finita h(n) tem valores
não nulos sobre um intervalo de tempo finito e zero fora deste intervalo. Existem
vários tipos de filtros lineares do tipo FIR. Abordaremos alguns deles a seguir:

Filtro passa-baixas: Dada uma frequência de corte fc, qualquer frequência
acima desta será rejeitada. Estes filtros são representados pela Função 24

H(f) =

Ke−jωtd , |f | ≤ fc

0, |f | > fc
(24)

Filtro passa-altas: Dada uma frequência de corte fc, qualquer frequência
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abaixo dessa será rejeitada. Estes filtros são representados pela Função 25:

H(f) =

Ke−jωtd , fc ≤ |f | ≤ ∞

0, |f | < fc
(25)

Filtro passa-bandas: Pode ser entendido como uma junção dos filtros
passa-baixas e passa-altas. Portanto dado um intervalo tal que seus extremos
são duas frequências fb e fa. Serão consideradas as frequências dentro deste
intervalo. Estes filtros são representados pela Função 26

H(f) =

Ke−jωtd , fb ≤ |f | ≤ fa

0, |f | < fb ou |f | > fa
(26)

Filtro rejeita-faixa: Esses filtros seriam o oposto dos filtros passa-banda.
Portanto teríamos frequências rejeitadas dentro do intervalo entre fb e fa. A
Função 27 representa estes tipos de filtros.

H(f) =

Ke−jωtd , |f | < fb ou |f | > fa

0, fb ≤ |f | ≤ fa
(27)

De grande utilidade é o janelamento, a função de Hann é usada em processamento
digital de sinais como uma janela utilizada para selecionar um subconjunto de uma
série de amostras visando a aplicação da Transformada de Fourier ou outros métodos.
Matematicamente, a função de Hann é classificada como de janelamento discreto
representada pela função 28.

ω(n) = 0.5− 0.5 cos

(
2πn

M − 1

)
, 0≤ n ≤ M-1 (28)

Essa janela foi nomeada, de acordo com (HARRIS F., 1976), em homenagem a um
meteorologista austríaco chamado Julius von Hann e tem como objetivo suavizar de-
terminados tipos de sinais. Na Figura 12 podemos observar como se comporta a
janela de Hann em um sinal que contém a informação do acorde F#.
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Figura 12: Janela de Hann

Fonte: O autor

Em a) temos um fragmento de um sinal equivalente a 1 segundo e em b) a janela
de Hann foi aplicada neste sinal. Em b), observe que o sinal foi empacotado.

A Janela de Hamming é semelhante a janela de Hann. Abaixo podemos definir a
função que a representa.

w(n) = 0.54− 0.46 cos

(
2πn

M − 1

)
, 0≤ n ≤ M-1 . (29)

Tal janela é muito utilizada em processamento de sinal para valores de suavização e
é muito reconhecida por conseguir suavizar descontinuidades no início e no final de
um sinal amostrado por isso ela pode ser chamada também de função de redução
gradual. Observe a Figura 13 onde mostra a janela de Hamming sendo aplicada no
mesmo sinal do caso anterior.

Figura 13: Janela de Hamming

Fonte: O autor

Essa janela, diferentemente da janela anterior é um pouco menor. Conseguimos
observar esse fato na Figura 14.
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Figura 14: Comparação entre as janelas

Fonte: O autor

Observe que nas extremidades inferiores do gráfico claramente mostra que a janela
de Hamming é menor que a janela de Hann. A Janela de Blackman é definida de
acordo com a Função 30 dada por

w(n) = 0.42− 0.5 cos

(
2πn

M

)
+ 0.08 cos

(
4πn

M

)
. (30)

Esta janela é também utilizada para valores de suavização. Conhecida como apodi-
zação ou função de redução gradual. E diferencia das outras por ter um afilamento
quase ótimo. Na Figura 15 podemos notar como a função de Blackman atua no sinal
dos casos anteriores. Observa-se que a janela de Blackman, representada pela cor
vermelha no gráfico da figura 16 é, de fato, mais afilada que as outras duas janelas. A
Janela Triangular, como o nome indica possui um formato triangular. Também utilizada
para suavizar valores de sinais. Abaixo podemos observar a função que a representa.

Figura 15: Janela de Blackman

Fonte: O autor

Note, na Figura 16, a comparação entre a janela de Blackman e as outras duas
janelas discutida anteriormente.
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Figura 16: Comparação entre as janelas

Fonte: O autor

A Janela Triangular, como o nome indica possui um formato triangular. Também
utilizada para suavizar valores de sinais. Abaixo podemos observar a função que a
representa

w(n) = 1−
∣∣∣∣n− N

2
L
2

∣∣∣∣, (31)

onde L representa o tamanho da janela e N é o tamanho do sinal. Geralmente L = N

para a janela se ajustar ao sinal. Observe a janela sendo aplicada no mesmo sinal
dos casos anteriores na Figura 17. Observe que de fato a janela possui um formato
triangular e ao ser aplicada a um sinal o torna em um formato aproximado igual ao da
janela.

Figura 17: Janela Triangular

Fonte: O autor

Na Figura 18, para efeitos de comparação mostra-se as 4 janelas com diferentes
cores. A janela triangular, nessa figura por exemplo, representada pela cor azul, possui
o formato triangular em relação às outras Janelas. Observe que a janela de Blackman,
representada pela cor vermelha, é capaz de suavizar o sinal em suas bordas e deixá-lo
mais afilado.
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Figura 18: Comparação entre as janelas

Fonte: O autor

3.3 CONVOLUÇÃO DE SINAIS

Um outro tópico importante que será utilizado no presente trabalho é a convolução
de sinais. A operação de convolução, de acordo com (SANTO, 2008), (OPPENHEIM;
WILLSKY, 2010) e (LATHI, 2007), é definida em sinais discretos pela equação 32.

y[n] =
+∞∑

k=−∞

x[k]δ[n− k] (32)

A Convolução é definida em sistemas Lineares e Invariantes no tempo, podemos
estabelecer que:

• A resposta de um sistema em virtude de uma entrada a impulso possuirá também
uma resposta na forma de impulso;

• A resposta de um impulso que esteja deslocado no tempo levará a uma resposta
também deslocada no tempo, devia a característica da invariância no tempo;

• Se o impulso for modificado por algum fator de escala, a resposta também será
afetada por este mesmo fator;

• A soma de um número de entradas de impulsos modificados por um fator de
escala é igual à soma das respostas aos impulsos modificados pelo mesmo fator
de escala, uma vez que a operação de multiplicação é linear.

A operação de convolução pode ser representada pelo símbolo ∗,como denotado
na equação 33.

y[n] = x[n] ∗ y[n]. (33)

As ferramentas expostas, de maneira simplificada, no presente capítulo serão aplica-
das no capítulo 5 na data base a ser utilizada. No próximo capítulo são discutidos
aspectos importantes das redes neurais.



4 TÓPICOS SOBRE REDES NEURAIS

No presente capítulo descrevemos os fundamentos de redes neurais artificiais,
as quais serão utilizadas no presente trabalho para a classificação dos acordes que
constituem uma determinada música. Para isso, faremos uma descrição simples sobre
a matemática para ficar claro o processo de aprendizagem de uma rede.

4.1 REDES NEURAIS ARTIFICIAIS

Segundo (GRUBLER, 2018), rede neural artificial pode ser entendida como uma
estrutura complexa interligada por elementos de processos simples que são os neurô-
nios, estes são capazes de realizar cálculos para processamento de dados e repre-
sentação do conhecimento. O marco do surgimento das redes neurais foram três
publicações, de acordo com (BAXTER et al., 2008), essas foram em ordem cronoló-
gica desenvolvidas por: McCulloch e Pitts (1943), Hebb (1949) e Rosemblatt (1958)
onde a primeira introduziu o primeiro modelo de redes neurais simulando "máquinas",
o segundo fala sobre o modelo básico de rede de auto-organização e por fim o mo-
delo Perceptron de aprendizado supervisionado. Atualmente há diversas topologias
das redes neurais artificiais (RNA´s) onde tentam resolver problemas tais como:

• Processamento de linguagem natural

• Reconhecimento de falas, músicas e imagens

• Previsões de valores

• Previsão de um determinado negócio ser bem sucedido

Para conseguirmos entender as redes neurais artificiais, vamos entender primei-
ramente no que esta técnica está baseada. Sabendo que uma rede neural artificial
pode ser entendida como vários neurônios artificiais interligados onde há troca de in-
formações entre os mesmos, precisamos estudar o neurônio artificial uma vez que é
a menor unidade de uma RNA. Mas para isso vamos fazer uma breve explicação de
como o neurônio biológico funciona.
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4.2 NEURÔNIO BIOLÓGICO

O Neurônio é a unidade básica do cérebro humano que tem por função transmi-
tir informação para outros neurônios e é constituído por três partes: Corpo Celular,
Dendritos e Axônios as quais podem ser vistas na Figura 19.

Figura 19: Neurônio Biológico

Fonte: (ACADEMY, 2021)

O núcleo do Neurônio se localiza no corpo celular que também é conhecido como
Soma. Esse nome será bastante interessante mais à frente para o entendimento do
neurônio artificial. Os dendritos são as ramificações que estão presentes no corpo
celular e o sentido do impulso nervoso ocorre dos dendritos aos axônios. O corpo
celular tem por função carregar informações vitais sobre suas características, além
de ser constituído por um plasma que contém as substâncias moleculares para o seu
funcionamento. A comunicação se dá através do impulso nervoso. Como estamos tra-
tando de uma rede de neurônios o impulso é captado inicialmente pelos dendritos que
repassam para o corpo celular através do axônio. Este recebe sinais a partir do corpo
da célula e os transporta para os dendritos e assim repassam para os dendritos de
outros neurônios vizinhos através de um processo conhecido sinapse. A característica
comum que há tanto no neurônio biológico quanto no artificial é que ambos possuem
dendritos e axônios nos quais a comunicação também se dá por um processo de
sinapse. Observe a Figura 20.
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Figura 20: Sinapse Biológica

Fonte: Adaptado de (ACADEMY, 2021)

Note que na Figura acima temos na extremidade esquerda do neurônio dados
de entrada de outros neurônios que constituem o sistema nervoso identificados por
X1, X2, X3, X4, X5 e W1,W2,W3,W4,W5 representam as forças sinápticas. Tanto
a rede neural biológica quanto artificial conseguem ajustar as amplitudes das forças
sinápticas em uma série de camadas. Na próxima seção falaremos sobre o perceptron
que é uma rede neural constituída de um único neurônio.

4.3 REDE DE UM NEURÔNIO

O modelo Perceptron foi criado por Frank Rosenblatt, inspirado nos trabalhos de
Walter Pitss e Warren Sturgis McCulloch. De acordo com (GRUBLER, 2018) é um
dos modelos mais antigos e lida somente com um neurônio artificial, classificando
resultados de forma linear. A Figura 21 mostra um neurônio artificial que é o próprio
modelo Perceptron.

Figura 21: Modelo Perceptron

Fonte: O autor

Observe que na Figura temos os dados de entrada representados por Xn que são
ponderados por pesos sinápticos, determinados durante o treinamento da rede e são
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denotados por Wkn onde k é um índice que denota uma camada anterior da rede e n
denota a posição do peso para um respectivo dado de entrada. Após este processo,
os resultados ponderados passam por um somatório formando-se um conjunto de
entrada. Matematicamente, este processo pode ser modelado pela equação 34.

Uk =
∑

wkn ∗ xn (34)

Após essa soma ser calculada este valor é submetido a uma função de ativação
que será responsável por ativar ou não ativar o Neurônio. Se o valor dessa função
de ativação aplicada no resultado do somatório for maior que um viés de ativação bk

a informação chega na saída do neurônio, caso contrário a informação é retida no
mesmo. O valor do viés de ativação é definido durante a etapa de treinamento da
rede. A equação 35 modela o que foi falado anteriormente.

φ(Uk) =

1, Uk ≥ bk

0, Uk < bk
(35)

Podemos reescrever a equação 35 da seguinte maneira:

φ(Uk − bk) =

1, Uk − bk ≥ 0

0, Uk − bk < 0
(36)

Onde φ(Uk − bk) é a função de ativação aplicada no valor do somatório Uk − bk.
Existem vários tipos de funções de ativação e falaremos sobre elas na seção que se
segue.

4.3.1 Função de Ativação

Observe na Figura 21 que a última etapa do processo é o valor do somatório passar
por uma função de ativação. É a função de ativação que vai ser responsável por
difundir ou não difundir a informação para os outros neurônios que constituem uma
rede neural ou reproduzir a saída no caso do modelo perceptron. Existem vários
tipos de funções de ativação, no presente trabalho falaremos de 4 tipos que são as
seguintes:

• Função Limiar;

• Função Sigmóide;

• Função Retificadora;

• Função Tangente Hiperbólica;

Faremos uma breve descrição de cada uma das funções de ativação abaixo.
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4.3.1.1 Função Limiar

É uma função constante que utilizamos para dizer que se o valor é maior que
um determinado viés o neurônio dispara, ou seja a função assume o valor 1. Caso
contrário assume valor 0. Portanto matematicamente podemos representar a função
limiar de acordo com a função 37.

φ(Uk) =

1, Uk ≥ 0

0, Uk < 0
(37)

É importante sanar que na Função 37 o termo do viés bk está implícito em Uk. Na
Figura 22 observa-se o gráfico da respectiva função.

Figura 22: Função Limiar

Fonte:O autor

Ela é muito utilizada no modelo perceptron e em modelos que precisa-se tomar
uma decisão binária.

4.3.1.2 Função Sigmóide

A função Sigmóide recebe esse nome em virtude do seu formato ’S’. É escrita,
matematicamente da seguinte forma:
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φ(Uk) =
1

1 + eUk
(38)

A função 38 era a mais utilizada em Redes Neurais Artificiais, em virtude de se-
rem biologicamente mais plausíveis (FACURE, 2017), pois os neurônios biológicos
funcionam de forma binária, como visto anteriormente a função sigmoide era uma boa
forma de modelar esse comportamento uma vez que assume valores apenas entre 0
e 1. Dizemos que a derivada da função, ou seja, a taxa de variação da reta tangente
ao gráfico da Figura 23 é 0 para Uk < −2 e Uk > 2.

Figura 23: Função Sigmóide

Fonte: O autor

A função Sigmóide ou função logística como algumas referências a chamam, ainda
é utilizada na última camada da rede Neural, com o objetivo de modelarmos variáveis
binárias e assim obtermos uma saída para a rede de 1 ou 0.

4.3.1.3 Função Retificadora(ReLU)

Redes Neurais que utilizam a função retificadora, segundo (FACURE, 2017) são
fáceis de otimizar uma vez que essa é parecida com a função identidade. O que
as diferenciam é o fato da ReLU produzir zero na metade do seu domínio. Como
consequência disso, as taxas de variações se mantêm grandes enquanto a unidade
estiver ativa contribuindo com o aprendizado relativamente mais rápido da rede. A
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função 39 é a função ReLU.

φ(Uk) = max(0, Uk) (39)

A derivada da função 39 é dada por 40.

φ′(Uk) =

1, Uk ≥ 0

0, Uk < 0
(40)

Note que a derivada da função ReLU são estáveis, pois assumem sempre 1 para
Uk ≥ 0 e 0 para Uk < 0 . A ativação ReLU, de acordo com (FACURE, 2017) é muito
mais eficiente do que as funções sigmoides vistas anteriormente e é uma das desco-
bertas que contribuiu significativamente para a popularidade da Deep Learning.

Figura 24: Função Retificadora

Fonte: O autor

As funções ReLU´s possuem uma desvantagem em virtude da tendência de pro-
pagação de pesos com valores baixos pela rede neural durante o treinamento e isso
implica em uma taxa de aprendizagem muito baixa. Um caso que acontece quando a
soma ponderada antes da aplicação da ReLU se torna negativa e o neurônio produz
0 ao aplicar a ReLU. Nessa região, a derivada também é zero implicando na não atu-
alização dos parâmetros w durante o treinamento da rede. Na Figura 24 notamos o
comportamento da função ReLU.
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4.3.1.4 Função Tangente Hiperbólica

A função Tangente Hiperbólica é uma função similar a função sigmoide na qual
possui também um formato de ’S’, todavia varia entre -1 e 1. Essa função se aproxima
mais da identidade e por isso possui uma melhor aplicação para as camadas ocultas
de uma rede neural. Matematicamente a função 41 mostra sua descrição.

φ(Uk) =
1− e2Uk

1 + e−2Uk
(41)

A Figura 25 mostra o gráfico da Função 41.

Figura 25: Função tangente Hiperbólica

Fonte: O autor

Veja que podemos ter taxas de variações maiores ao contrário da função sigmoide,
uma vez que a reta tangente ao gráfico da Figura 25 possui maiores variações em sua
inclinação.

4.4 UM EXEMPLO DE UMA REDE PERCEPTRON

Na presente seção faremos um exemplo de como um modelo perceptron funciona.
Observe a Figura abaixo:
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Figura 26: Perceptron

Fonte: O autor

Vamos supor que temos um problema de ir ou não a um show. Perceba que te-
mos duas possibilidades de saída que é ir; a representaremos por 1 e a possibilidade
de não ir ao show que vamos representá-la por 0. Logo seria interessante para este
problema duas funções de ativação a Limiar ou a Sigmoide. Não precisamos de fun-
ções que tenham um gradiente grande pois as redes do tipo Perceptron possuem um
neurônio apenas. Vamos utilizar, por questões de simplificação a função Limiar. Va-
mos escrever algumas premissas para uma pessoa que vai ao show decidir se vai ou
não.

• U1: Vai chover ou não?

• U2: A banda que vai tocar, a pessoa gosta?

• U3: Vai sozinha ou acompanhada?

Baseado nisso vamos distribuir pesos a cada uma dessas premissas. Mas temos
que fazer algumas considerações. Vamos supor que essa pessoa gosta muito de
sair. Portanto a gente escolhe um viés baixo. Então faremos b = 5, lembrando que o
viés é o valor que o somatório tem que chegar para o neurônio ser ativado. Como a
pessoa gosta de assistir shows de bandas que ela costuma ouvir o fato de chover ou
não possui pouca relevância nessa questão, em virtude disso possui um peso baixo.
Vamos imaginar que a pessoa fique com muita vontade de ir ao show em virtude da
banda que vai tocar. Portanto essa situação terá um maior peso para a pessoa decidir
se vai ou não ao show. Como o fato de qual banda vai tocar ser um fator decisivo,
se ela for sozinha ou acompanhada terá pouca relevância relativa ao fato de qual
banda vai tocar. Todavia relativo ao fato de chover ou não terá mais relevância. Logo
podemos supor que se essa pessoa gosta muito de ir com amigos ao show, o peso
da última situação é um peso relativamente relevante para a decisão da pessoa de ir
ou não para o show. Então atribuiremos um valor para W1 = 2, para W2 = 5 e para



49

W3 = 4. É importante sanar que os valores atribuídos são valores aleatórios seguindo
o raciocínio exposto.

Vamos imaginar as seguintes situações representadas abaixo:

1. 1,0,1

2. 0,0,1

3. 1,1,1

4. 0,1,0

No primeiro caso temos que:

1 ∗W1 + 0 ∗W2 + 1 ∗W3 (42)

No caso temos que não vai chover, a pessoa não gosta da banda mas a pessoa
iria para esse show acompanhada. Logo observe que o somatório total seria 1 ∗ 2 +

0 ∗ 5 + 1 ∗ 4 = 6. Observe também que o viés é 5 logo o somatório é maior que o
viés e portanto a resposta é positiva e a pessoa vai para o show bastando que não
chova e que os amigos vão. Agora observe que para esse primeiro caso o fato de
chover ou não é importante. Pois caso chovesse a resposta seria negativa em virtude
do resultado do somatório ser menor que o viés.

No segundo caso temos que:

0 ∗W1 + 0 ∗W2 + 1 ∗W3 (43)

No caso temos que vai chover, a pessoa não gosta da banda mas a pessoa iria para
esse show acompanhada. Logo observe que o somatório total seria 0∗2+0∗5+1∗4 = 4.
O viés é 5 logo o somatório é menor que o viés. Portanto a resposta é negativa
implicando que a pessoa não vai ao show bastando que chova, que os amigos vão e
que ela não goste da banda.

No Terceiro caso temos que:

1 ∗W1 + 1 ∗W2 + 1 ∗W3 (44)

No caso temos que não vai chover, a pessoa gosta da banda e a pessoa vai para
esse show acompanhada. O somatório total seria 1 ∗ 2 + 1 ∗ 5 + 1 ∗ 4 = 9. O viés é
5 então o somatório é maior que o viés, portanto a resposta é positiva e a pessoa vai
para o show.

No quarto caso temos que:

0 ∗W1 + 1 ∗W2 + 0 ∗W3 (45)
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No caso temos que vai chover, a pessoa gosta da banda e a pessoa vai para esse
show não acompanhada. Logo observe que o somatório total seria 0∗2+1∗5+0∗4 = 5.
Observe também que o viés é 5 logo o somatório é igual que o viés e portanto a
resposta é positiva e a pessoa vai para o show, bastando que a banda que ela goste
vá tocar.

Note que quanto menor o viés mais provável é a rede perceptron gerar uma res-
posta positiva e quanto maior o viés menos provável é a rede perceptron gerar uma
resposta negativa.

4.5 PERCEPTRON DE VÁRIAS CAMADAS

Um perceptron de várias camadas é o que chamamos de rede neural. Foram
instauradas com o intuito de resolver problemas que não são linearmente separáveis.
A Figura 35 mostra dois gráficos que ajuda a nos mostrar a ideia intuitiva de problemas
linearmente separáveis e não separáveis.

Figura 27: Problema linearmente e não linearmente separáveis

Fonte: (GONÇALVES, 2002)

Note que na Figura 27 que o gráfico da esquerda mostra um problema linearmente
separável que pode ser resolvido simplesmente utilizando perceptron de uma única
camada, como no caso do exemplo discutido na seção anterior. Por outro lado, no
gráfico da direita temos os problemas que não são linearmente separáveis e é neste
sentido que necessitamos de perceptrons de várias camadas.

4.5.1 Perceptrons com várias camadas

Existem diversos tipos de redes neurais, um deles são as redes do tipo feedforward,
ou seja, uma rede progressiva tal que a saída de um neurônio se conecta com outro
neurônio da próxima camada, sempre no sentido esquerdo/direito, formada por um
conjunto de neurônios denominado "nós". Observe na Figura 28 uma rede neural do
estlo descrito.
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Figura 28: Rede Neural Feed Forward

Fonte: O autor

Numa rede como da Figura 28 temos dois inputs de entrada no qual podemos
identificá-los por um único vetor de entrada I.

I =
(
i1 i2

)
(46)

Neste caso temos também um único vetor de saída com dois resultados

O =
(
o1 o2

)
(47)

A complexidade deste tipo de rede se dá pela quantidade de camadas ocultas
como também pelo número de neurônios que existem em cada uma. Repare que a
saída de cada neurônio se conecta com outro neurônio da próxima camada sempre no
sentindo esquerdo/direito. Cada neurônio recebe os valores de entrada como identifi-
cados no perceptron, nas seções anteriores do presente capítulo e são multiplicados
pelos pesos sinápticos e somados entre si junto com o bias. É a mesma expressão
representada na equação 34.

Observe a Figura 29 no qual está representada uma rede neural com uma camada
de entrada e somente uma camada oculta para ficar claro como ocorre o funciona-
mento de uma rede neural.
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Figura 29: Rede neural e seus pesos

Fonte: O autor

Observe na rede neural que temos dois neurônios na camada de entrada identifi-
cada pela cor amarela e três neurônios na camada oculta identificada pela cor azul.
Podemos atribuir pesos sinápticos para cada neurônio. Logo denotaremos o peso da
informação do neurônio 1 da camada amarela no neurônio 1 da camada azul usando
a notação w11, o peso da informação do neurônio 1 da camada amarela no neurônio
2 da camada azul será denotado por w12 e assim por diante, além disso esses pesos
serão somados junto com o bias que na equação 48 está representado pela letra b.

U =
2∑
i=1

3∑
j=1

yiwij + b (48)

É importante notar na equação acima que temos os dados de entrada sendo pon-
derados pelos pesos denotados por wij e o bias que tem o intuito de centralizar a
curva da função de ativação, como já a vimos em seções anteriores, em um valor
conveniente. Se o valor do bias for positivo, o gráfico se movimenta para a esquerda,
diminuindo o valor do eixo x. Caso contrário, se o valor for negativo, o gráfico se mo-
vimentará para a direita, aumentando o valor do eixo x. A soma ponderada mostrada
na equação 48, de acordo com (GRUBLER, 2018), gera o potencial de ativação que
será utilizado para determinar seu valor e propagar para outros neurônios da próxima
camada.

Uma vez realizado o somatório ponderado dos neurônios, o total obtido passa pela
função de ativação ou também chamada de transferência. Como já visto, existem
várias funções de ativação como a função degrau, identidade e funções não linea-
res como a gaussiana, tangente hipérbolica, sigmóide, entre outras. Em problemas



53

lineares a função limiar é uma das mais populares para se utilizar em perceptrons
como mostrada no exemplo da seção 4.4. Por outro lado, em problemas não linea-
res a técnica mais utilizada é a sigmoidal. Observe a imagem abaixo extraída do site
(GRUBLER, 2018).

Figura 30: Função Degrau - Linear e Função Logística Sigmoidal - Não Linear

Fonte: (GRUBLER, 2018)

Observe que na equação mostrada na Figura 30 X representa o valor obtido na
soma ponderada do neurônio.

4.5.2 Backpropagation

A partir do momento em que uma rede neural artificial é inicializada, os pesos si-
nápticos recebem valores aleatórios. Após esses valores serem estabelecidos, esses
são multiplicados pelos valores recebidos. Quando este processo é realizado, algu-
mas vezes os valores desejados não são atingidos durante o treinamento em virtude
desses pesos sinápticos. A técnica mais utilizado é o Backpropagation (GRUBLER,
2018), que tem por finalidade corrigir os valores dos pesos pela diferença entre o valor
obtido e o valor esperado pelo algoritmo, propagando-os para todos os neurônios.

O processo de correção citado no parágrafo anterior, ocorre em duas etapas. O
primeiro processo é chamado Feed Forward. Nesse processo temos um valor estabe-
lecido na camada de entrada e outro na camada de saída. Então ocorre o processo
de cálculo entre as camadas ocultas da rede até que a resposta seja reproduzida na
camada de saída. (GRUBLER, 2018). Após ocorrer este processo o valor obtido na
saída é comparado com o valor desejado da forma como mostra a equação 49

∆v = Vo − Ve (49)

Onde Vo é o valor obtido, Ve é o valor esperado e ∆v é o erro que será propagado para
as demais camadas internas e é através deste processo que ocorrerá o aprendizado.



5 EXTRAÇÃO DE CARACTERÍSTICAS E REDES NEURAIS

No presente capítulo estudamos duas formas distintas de entradas para uma rede
neural, utilizando o pacote matlab nnstart-mathworks, e comparamos os desempe-
nhos. As características (ou features do inglês) do modelo foram extraídas do dataset.
Tais Features foram extraídas de um banco de arquivos de áudio com 501 acordes
no formato WAV com auxílio da linguagem de programação Python. Esse banco de
dados foi retirado do site MIREX tal qual possuí 249 acordes maiores e 252 acor-
des menores tocados em uma guitarra. Observe a Figura 31 onde podemos ver a
assinatura de um sinal do acorde de F# que faz parte do dataset usado..

A partir do data set obtêm-se o vetor de entrada da rede neural. Este vetor é obtido
por meio de rotina implementada no Python. Na primeira técnica, o vetor com as featu-
res é caracterizado com as primeiras 800 frequências relacionadas aos picos maiores
para cada acorde. Para a segunda, o vetor com as features foi feito utilizando uma téc-
nica chamada Local Phase Quantization (LPQ) descrita em (OJANSIVU; HEIKKILA,
2008) e (KAPP et al., 2014), a qual é muito aplicada para sinais do tipo imagem e ,
portanto, adaptamos esta técnica para sinais de som com o propósito de avaliar se o
desempenho é satisfatório. No caso da LPQ o vetor de features, que corresponde a
quantização do data set, possui apenas 256 valores. Em ambas abordagens a nor-
malização do vetor de features é feita por meio de standartscale a qual possui função
em matlab/python para uso.

5.1 TREINAMENTO COM VETOR DE FREQUÊNCIAS

Utilizando conceitos relacionados ao processamento digital de sinais, aplicamos a
transformada de Fourier para obtermos a assinatura espectral do acorde em termos
das frequências que os constituem. Veja que a Figura 31 mostra o sinal em função do
tempo de propagação. Dividimos esse tempo que equivale a 4 segundos, em partes
de 1 segundo de sinal, uma vez que em 1 segundo já é o bastante para conseguir-
mos extrair frequências características dos acordes tocados neste banco de dados
utilizado. Com respeito aos janelamentos discutidas no capítulo 3, a Figura 32 mostra
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os resultados obtidos ao aplicar tais janelas no sinal.

Figura 31: Sinal do Acorde F#

Fonte: O autor

Figura 32: a) Janela de Blackman b) Janela de Hamming c) Janela de Hann d) Janela
Triangular

Fonte: O autor

Note entre as janelas mostradas, a que suaviza mais o sinal na entrada e na saída
é a de Blackman. Estamos interessados em pegar a parte do sinal sem muito ruídos
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no começo e no final de sua propagação e assim obter frequências mais próximas do
acorde tocado. Por este motivo, o janelamento escolhido será o de Blackman. Após
isso, aplica-se a transformada de Fourier na janela de Blackman. A Figura 33 mostra
o espectro de frequências envolvidas no sinal.

Figura 33: Frequências do Acorde F#

Fonte: O autor

Após o procedimento, foi gerado um vetor de frequências com um tamanho de 800
valores listados com frequências associadas a maiores amplitudes em ordem decres-
cente. Cada vetor de frequência possui um valor de saída identificado no preparo
do arquivo no formato .xlsx. Denotamos a classificação em acordes maiores como
[1, 0] e acordes menores como [0, 1]. Esses vetores de frequências para entrarem na
rede neural tiveram de ser normalizados utilizando uma função da biblioteca sklearn
da linguagem python chamada standard scaler, pois os dados precisam estar em uma
escala padrão para não haver erros na classificação, respostas absurdas e a rede
conseguir diferenciá-los de maneira correta. Ao prepararmos o arquivo com esses
features utilizamos uma rede própria de um dos pacotes do MatLab da Mathworks.
A rede neural foi ajustada de tal forma que chegássemos a obter um bom reconheci-
mento utilizando 70% dos dados para treino, 15% para validação e 15% para teste. A
Figura 34 mostra a arquitetura da rede utilizada para esses features.

Utilizando essa configuração, a Figura 35 mostra os resultados de reconhecimento
de treino, teste, validação e o reconhecimento total se for utilizada uma rede neural,
configurada na forma da Figura 34, com os features descritos no parágrafo anterior.
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Figura 34: Rede Neural com 1 camada oculta

Fonte: O autor

Figura 35: Matrizes de Confusão da Rede Neural dada pela Figura da 34.

Fonte: O autor
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Figura 36: Curvas ROC com 1 camada oculta

Fonte: O autor

Observe que na Figura 35 temos 4 matrizes de confusão. A matriz de treino, identi-
ficada pela letra a) mostra que os 70% dos dados que foram usados para treino tiveram
uma acuracidade de 83.2%, a matriz identificada pela letra b) mostra que os 15% dos
dados foram validados com uma acuracidade de 60.0%, a matriz identificada pela le-
tra c) mostra que os outros 15% dos dados foram testados com uma acuracidade de
53.3% e a matriz identificada pela letra d) mostra o desempenho total da rede que foi
de 75.2%.

Agora observe a Figura 36 onde temos 4 curvas ROC que são curvas para medir
e comparar o desempenho de modelos classificatórios binários. Temos curvas repre-
sentando duas classes, tanto acordes maiores como menores. Quanto mais a curva
se aproxima do canto superior esquerdo do gráfico melhor é o valor da acuracidade.
Essa acuracidade corresponde às obtidas nas matrizes mostradas na Figura 35. Estes
tipos de gráficos mostram o desempenho das duas classes que foram utilizadas, tanto
de acordes maiores, classe 1 quanto de acordes menores, classe 2. O desempenho
da base de teste não foi satisfatório apresentando falsos positivos com performance
menor que a situação de escolha randômica.

Com base neste desempenho, foi feito um outro treinamento com a rede neural mo-
dificada onde foi adicionada mais uma camada oculta com 40 neurônios semelhante
a outra. A Figura 37 mostra a arquitetura desta rede. Utilizando a configuração da
Figura 37, a Figura 38 mostra os resultados obtidos.
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Figura 37: Rede Neural com 2 camadas ocultas

Fonte: O autor

Figura 38: Matrizes de Confusão da Rede Neural Figura 37

Fonte: O autor
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Observe que na Figura 38 temos as 4 matrizes. A matriz de treino, identificada
pela letra a) mostra que os 70% dos dados que foram usados para treino tiveram uma
acuracidade de 75.8%, a matriz identificada pela letra b) mostra que os 15% dos dados
foram validados com uma acuracidade de 56.0%, a matriz identificada pela letra c)
mostra que os outros 15% dos dados foram testados com uma acuracidade de 45.3%

e a matriz identificada pela letra d) mostra o desempenho total da rede que foi de
68.3%. Adicionar uma camada extra teve pouco impacto na melhora dos dados de
treino como pode ser observado na Figura 39 onde temos as 4 curvas ROC referente
a rede neural da Figura 37.

Figura 39: Curvas ROC com 2 camadas ocultas

Fonte: O autor

Observe que a introdução de uma nova camada oculta pouco melhorou o desem-
penho dos testes bem como da validação.

5.2 TREINAMENTO UTILIZANDO O MÉTODO LOCAL PHASE

QUANTIZATION (LPQ)

Os resultados utilizando os features com as frequências relacionadas aos picos fo-
ram insatisfatórios, uma vez que os reconhecimentos nos testes ficaram muito abaixo
de 70.0%. Para comparação, com respeito a mesma rede, utilizamos o método conhe-
cido como Local Phase Quantization (LPQ) que, de acordo com (OJANSIVU; HEIK-
KILA, 2008) e (KAPP et al., 2014), é um método que é aplicado para imagens e que
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melhora muito o reconhecimento quando utilizado. Adaptamos o Local Phase Quanti-
zation para vetores de áudio que são unidimensionais.

Para isso utilizamos o sinal de áudio inteiro, pois o LPQ consiste na convolução
do sinal com a função e−2πjξt. A convolução não é calculada em todo o domínio e
sim em um intervalo It em torno de cada tempo t. Nesta técnica, são usados dois
parâmetros ξ1 = α e ξ2 = −α. O escalar positivo α é uma frequência dada em termos
do comprimento do intervalo It. Por fim, uma vez que as convoluções são calculadas
em ξ1 e ξ2, os valores são quantizados e, após a quantização, convertidos em um
vetor de 256 componentes. Com esta técnica reduz-se bastante o conjunto de dados
e melhora o reconhecimento. No caso, um vetor com 44709 elementos de áudio foi
reduzido para 256 elementos.

Observe na Figura 40 as matrizes de confusão para estes features. A rede neural
possui a mesma arquitetura apresentada na Figura 34, mas com apenas 256 entradas.
Note que na Figura 40, a matriz de treino, identificada pela letra a) mostra que os 70%

dos dados que foram usados para treino tiveram uma acuracidade de 70.1%, a matriz
identificada pela letra b) mostra que os 15% dos dados foram validados com uma
acuracidade de 64.0%, a matriz identificada pela letra c) mostra que os outros 15% dos
dados foram testados com uma acuracidade de 74.7% e a matriz identificada pela letra
d) mostra o desempenho total da rede que foi de 69.9%. Agora observe a Figura 41
onde temos as 4 curvas ROC, note que as curvas da Figura 41 estão mais próximas
do canto superior esquerdo.

Figura 40: Matrizes de Confusão da Rede Neural para o LPQ com 40 neurônios na
camada oculta e duas saídas.

Fonte: O autor
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Figura 41: Curvas ROC com 1 camada oculta de 40 com entradas fornecidas pelo
método LPQ

Fonte: O autor

Figura 42: Matrizes de Confusão da Rede Neural com duas camadas ocultas usando
LPQ

Fonte: O autor
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Figura 43: Curvas ROC com 2 camadas ocultas com 40 neurônios para o método LPQ

Fonte: O autor

Após isso, foi utilizado os mesmos features com uma rede neural semelhante, a
menos do número de entradas, a da Figura 37 com duas camadas. E os resultados
são mostrados nas matrizes da Figura 42. Observe a Figura 42, a matriz de treino,
identificada pela letra a) mostra que os 70% dos dados que foram usados para treino
tiveram uma acuracidade de 72.4%, a matriz identificada pela letra b) mostra que os
15% dos dados foram validados com uma acuracidade de 69.3%, a matriz identificada
pela letra c) mostra que os outros 15% dos dados foram testados com uma acuracidade
de 78.7% e a matriz identificada pela letra d) mostra o desempenho total da rede que
foi de 72.9%. Agora observe a Figura 43 onde temos as 4 curvas ROC referente a rede
neural da Figura 37, com 256 entradas, que mostra o bom desempenho da rede para
a data-base escolhida. Veja que os gráficos estão mais próximos do canto superior
esquerdo, uma vez que esses tipos de features criados utilizando a técnica do LPQ
obtiveram um melhor reconhecimento na rede neural utilizada.

5.3 TREINAMENTO DA REDE NEURAL UTILIZANDO O K-MEANS

CLUSTERING

De acordo com (OLIVEIRA, 2019), utilizando o método não supervisionado K-
means para tratar features com o intuito de treinar uma rede neural faz com que o
desempenho de taxas de acerto seja maior. Seguindo a abordagem do relatório, apli-
camos os k-means nos features das frequências e LPQ e, em nossa abordagem,
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usamos 501 clusters para nossos 501 vetores com as features. Os vetores que pos-
suem as features são elementos de um espaço euclidiano com dimensão d, onde
temos d = 800 para frequências e d = 256 para LPQ. Considerando a base canônica
{e1, e2, ..., ed}, vamos fazer a organização em clusters nas projeções dos vetores em
cada um dos elementos desta base canônica. As novas entradas da rede neural tem
como elementos os centroides obtidos após a aplicação do método. Para a realização,
usamos a rotina K-means do Matlab/mathworks.

5.3.1 Aplicação nas frequências

Em relação ao modelo com frequências, os resultados obtidos para uma rede com
a arquitetura da Figura 34 estão representados na Figura 44. Note que na Figura
44 temos as 4 matrizes. A matriz de treino, identificada pela letra a) mostra que os
70% dos dados que foram usados para treino tiveram uma acuracidade de 99.4%, a
matriz identificada pela letra b) mostra que os 15% dos dados foram validados com
uma acuracidade de 86.7%, a matriz identificada pela letra c) mostra que os outros
15% dos dados foram testados com uma acuracidade de 81.3% e a matriz identificada
pela letra d) mostra o desempenho total da rede que foi de 94.8%. Agora observe a
Figura 45 onde temos as 4 curvas ROC referente a rede neural da Figura 37.

Figura 44: Matriz de confusão com 1 camada oculta com 40 neurônios para frequên-
cias usando cluster

Fonte: O autor
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Figura 45: Curvas ROC com 1 camada oculta com 40 neurônios para frequências
usando cluster

Fonte: O autor

Observe que as curvas ROC estão muito próximas de 1.0, ou seja temos uma boa
classificação ao utilizar o k-means para tratar features do tipo utilizados no trabalho.
Vamos agora aplicar os mesmos features, com uma rede neural com uma arquitetura
da Figura 38 para as frequências.

Note que na Figura 46 temos as 4 matrizes. A matriz de treino, identificada pela
letra a) mostra que os 70% dos dados que foram usados para treino tiveram uma
acuracidade de 100%, a matriz identificada pela letra b) mostra que os 15% dos dados
foram validados com uma acuracidade de 92.0%, a matriz identificada pela letra c)
mostra que os outros 15% dos dados foram testados com uma acuracidade de 90.7% e
a matriz identificada pela letra d) mostra o desempenho total da rede que foi de 97.4%.
Agora observe a Figura 47 onde temos as 4 curvas ROC referente a rede neural da
Figura 37.

Observe que as curvas ROC estão muito próximas novamente de 1.0, ou seja te-
mos uma classificação ainda melhor se utilizarmos o k-means e a rede neural com 2
camadas, com uma arquitetura semelhante a da Figura 37.



66

Figura 46: Matriz de confusão com 2 camadas ocultas de 40 neurônios para frequên-
cias usando cluster

Fonte: O autor

Figura 47: Curvas ROC com 2 camadas oculta oculta de 40 neurônios para frequência
usando cluster

Fonte: O autor
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5.3.2 Aplicação no LPQ

Por outro lado, fizemos mais testes aplicando o k-means e o LPQ. Os resultados
obtidos aparecem nas matrizes de confusão na Figura 48 em uma rede neural com ar-
quitetura semelhante a rede da Figura 34 Note que na Figura 48 temos as 4 matrizes.
A matriz de treino, identificada pela letra a) mostra que os 70% dos dados que foram
usados para treino tiveram uma acuracidade de 76.1%, a matriz identificada pela letra
b) mostra que os 15% dos dados foram validados com uma acuracidade de 82.7%, a
matriz identificada pela letra c) mostra que os outros 15% dos dados foram testados
com uma acuracidade de 86.7% e a matriz identificada pela letra d) mostra o desem-
penho total da rede que foi de 78.6%. Agora observe a Figura 49 onde temos as 4
curvas ROC referente a rede neural da Figura 37. Observe que as curvas ROC estão
menos próximas de 1.0, ou seja não temos uma classificação melhor se utilizarmos o
k-means junto do LPQ. Uma rede Neural com arquitetura semelhante a da Figura 37
tem os seguintes resultados.

Figura 48: Matriz de confusão com 1 camada oculta de 40 neurônios para LPQ usando
cluster

Fonte: O autor
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Figura 49: Curvas ROC com 1 camada oculta de 40 neurônios para LPQ usando
cluster

Fonte: O autor

Figura 50: Matriz de confusão com 2 camadas ocultas de 40 neurônios para LPQ
usando cluster

Fonte: O autor



69

Figura 51: Curvas ROC com 2 camadas ocultas de 40 neurônios para LPQ usando
cluster

Fonte: O autor

Note que na Figura 50 temos as 4 matrizes. A matriz de treino, identificada pela
letra a) mostra que os 70% dos dados que foram usados para treino tiveram uma
acuracidade de 79.8%, a matriz identificada pela letra b) mostra que os 15% dos dados
foram validados com uma acuracidade de 72.3%, a matriz identificada pela letra c)
mostra que os outros 15% dos dados foram testados com uma acuracidade de 84.0% e
a matriz identificada pela letra d) mostra o desempenho total da rede que foi de 79.8%.
Agora observe a Figura 51 onde temos as 4 curvas ROC referente a rede neural da
Figura 37. Observe que as curvas ROC estão menos próximas de 1.0, ou seja não
temos uma classificação melhor se utilizarmos o k-means junto do LPQ em uma rede
neural com 2 camadas ocultas para os features preparados



6 DISCUSSÃO E CONCLUSÃO

No presente trabalho duas formas de treinar uma rede neural foram estudadas.
Em uma delas, foram utilizadas frequências relacionadas com a escala temperada.
Na outra, foi feita uma adaptação do método LPQ com uma redução dimensional.
O LPQ apresentou uma melhor performance em relação ao método baseado nas
frequências relacionadas ao maiores picos. Adaptando a abordagem proposta em
(OLIVEIRA, 2019), foi possível melhorar significativamente o desempenho do método
que usa frequências obtendo a melhor performance. Os resultados estão organizados
de acordo com as categorias abaixo.

1. Frequências sem K-means - 1 Camadas Oculta : Neste caso, foi alcançada uma
boa acuracidade durante o treino da rede neural com um valor de 83.30%, uma
validação de 60.0%, um teste de 53.3% e um desempenho geral de 75.2%. Além
disso, os testes não obtiveram um bom reconhecimento.

2. Frequências sem K-means - 2 Camadas Ocultas: Neste caso, foi obtida uma
boa acuracidade durante o treino da rede neural com um valor de 75.8%, uma
validação de 56.0%, um teste de 45.3% e um desempenho geral de 68.3%. Neste
caso os testes não atingiram um reconhecimento melhor que o caso de 1 camada
oculta. Durante o reconhecimento, se os dados não tiverem bem distribuídos,
os neurônios podem adquirir pesos muito pequenos e, desta forma, na hora da
multiplicação esses valores chegam próximos a zero e os neurônios acabam não
participando da classificação. Então, neste caso, a adição de mais uma camada
piora o reconhecimento da rede neural.

3. LPQ sem K-means - 1 Camada Oculta: Neste caso, obtivemos uma melhora nos
resultados, com uma acuracidade no treino de 70.1%, uma validação de 64.0%,
um teste de 74.7% e um desempenho geral de 69.1%, Então podemos concluir
que o LPQ contribuiu para a melhoria dos resultados como mostra (KAPP et al.,
2014) para tratamento de vetores de imagens. Todavia não houve uma melhora
consideravelmente boa uma vez que a quantidade de dados foram poucas para
o problema em questão.
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4. LPQ sem K-means - 2 Camadas Ocultas: Para esta situação, obtivemos uma
melhora nos resultados, com uma acuracidade no treino de 72.4%, uma valida-
ção de 69.3%, um teste de 78.7% e um desempenho geral de 72.9%. O acréscimo
de mais uma camada oculta contribuiu desta vez para um melhor reconheci-
mento. No entanto, como explicado no parágrafo anterior não foi uma melhora
considerável pelo mesmo motivo.

5. Frequências com K-means - 1 Camada Oculta: Neste caso, a melhora no re-
sultado foi obtida, com uma acuracidade no treino de 99.4%, uma validação de
86.7%, um teste de 81.3% e um desempenho geral de 94.8%. Agora, observe que
o k-means resolveu o problema da distribuição, como abordado por (OLIVEIRA,
2019), dos dados, facilitando assim a classificação.

6. Frequências com K-means - 2 Camadas Ocultas: Neste caso, a melhora no re-
sultado foi obtida, com uma acuracidade no treino de 100%, uma validação de
92.0%, um teste de 90.7% e um desempenho geral de 97.4%. Observe que o
k-means resolveu o problema da distribuição, como abordado por (OLIVEIRA,
2019), dos dados e a adição de mais uma camada foi bem sucedida para melho-
rar ainda mais o resultado, facilitando assim a classificação.

7. LPQ com K-means - 1 Camada Oculta: Neste caso, a melhora no resultado
foi obtida, com uma acuracidade no treino de 76.1%, uma validação de 82.7%,
um teste de 86.7% e um desempenho geral de 78.6%. Observe que os resulta-
dos melhoraram no reconhecimento. No entanto, a performance com o uso das
frequências foi melhor.

8. LPQ com K-means - 2 Camadas Ocultas: A melhora no resultado foi obtida, com
uma acuracidade no treino de 79.8%, uma validação de 73.3%, um teste de 84.0%

e um desempenho geral de 79.4%. A adição de mais uma camada melhorou o
reconhecimento com o LPQ e o k-means em relação ao caso anterior.

O método LPQ consegue uma boa performance quando aplicado sem o método
híbrido. A análise indica que uma maior quantidade de dados para treino pode implicar
em melhoria de performance. Com relação ao método híbrido apresentado em (OLI-
VEIRA, 2019), pesquisas adicionais são necessárias para determinar se tal técnica
mantém sua performance em um volume grande de dados e em modelos de maior
complexidade. Para um trabalho posterior, pretende-se criar uma interface inteligente.
O objetivo é que tal interface tenha condições de, ao ser inserido uma música em al-
gum formato de áudio, mostrar essa música com suas cifras. Desta forma, os músicos
podem obter informações sobre a harmonia e tom das músicas.
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